
以間接關聯規則探勘基因表現微陣列資料 

Mining Gene Expression Data with Indirect Association Rules 
 

曾新穆(Vincent S. Tseng) 
國立成功大學 
資訊工程學系 

tsengsm@mail.ncku.edu.tw 

劉又誠(Yu-Cheng Liu) 
國立成功大學 
資訊工程學系 

uchenliu@idb.csie.ncku.edu.tw 

辛致煒(J. W. Shin) 
國立成功大學 
醫學院微免所寄生蟲學科

hippo@mail.ncku.edu.tw 

摘要 

資料探勘(Data Mining)為近幾年來應

用在微陣列分析(Microarray Analysis) 上
十分熱門的研究技術，其目的在從大量的

基因表現(Gene Expression)資料中，萃取出

有用的知識，以提供研究生物研究學者，

在進行研究時當作參考。本研究中，我們

應用資料探勘中的間接關聯規則，套用到

基因的微陣列分析，並且以<X, Y | M>來
表示 X與 Y透過 M形成間接關聯規則，

代表 X 與 M 可能為某一生物反應下的參

與基因，而 Y 與 M 可能為另一生物反應
下的參與基因，其中代表M為兩種生物反

應的必要因素，有助於在不同生物反應下

找尋共同的關聯性研究。最後並以 Gene 
Ontology 來驗證其關聯性的正確性。經由

實驗分析證實，我們提出的方法架構確實

可以找到不同於傳統關聯規則，能夠提供

生物學家於基因關聯性研究中，更多不同

的參考。 

關鍵詞：Data Mining, Microarray, Gene 
Expression Analysis, Indirect Association 
Rule 

一、緒論 

隨著資訊電子化的來臨，資料的蒐集

愈來愈容易，相對之下，處理資料的能力

也更顯重要；對於如何在大量資料中擷取

所需要的資訊，就變成是一個相當重要的

課題，因此 Knowledge Discovery in 
Database (KDD) 的議題也因此而產生。 

 

在生物資訊領域中，由於生物學家善

加利用新的科技來加速研究的步調，近年

來發展迅速，舉凡多重基因比對(multiple 
gene alignments)[5]、基圖的辨識 (motif 
identify) [4]、微陣列分析 (Microarray 
analysis)[8]、蛋白質結構預測 (protein 
structure prediction)[14]跟生物反應路徑

(pathway)[13]中，電腦計算功能都扮演了

相當重要的角色；而在眾多的議題中，微

陣列相關研究便是其中一個相當重要的主

題。過去生物學家使用傳統的方式，一次

只能夠檢視幾十個基因，但藉由微陣列的

幫助，則可同時篩選大量(上千)的基因表
現值以供生物學家參考；也由於微陣列技

術的發展，大量的基因表現之分析變得更

為困難與重要，因為要如何面對這樣龐大

的資料，同時在其中找出生物學家感興趣

的資訊，用人工的分析方式已經無法滿足

研究人員的需求。 

對於龐大的基因資料，專家們一開始

使用統計學的方式來做分析，不過由於某

些限制，使得這些工作往往相當的花費時

間，因此有人開始利用資料探勘 (Data 
Mining)的技術來輔助探索其中重要的資

訊；其中常被使用的技術有分群(Clustering) 
[10] [12]、關聯規則(Association Rule)[7][8]
跟分類(Classification)[3]，利用這些技術，

生物學家可以在大量資料中挖掘出他們比

較感到興趣的資訊，以加速研究的腳步；

然而對於這些方式有一個共同的問題，因

為微陣列通常是一個數字型態的基因表現

值，對於這樣的資料型態如何進行適當且
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正確的處理，也是一件相當值得研究的事

情。 

過 去 生 物 學 家 很 常 使 用 分 群

(clustering)[10][12]的技術應用於微陣列資

訊的分析，但是因為分群技術並不適用於

辨識基因之間的關係，所以有些生物學家

開始使用資料探勘的另外一項技術—關聯

規則(Association Rule)[1][2]。在使用關聯

規則於分析基因表現資料(gene expression 
data)的狀況下，每個關聯規則項目可將基

因敍述為強烈表現 (expressed)或者抑制
(repressed)，用於敍述在細胞環境(cellular 
environment)下相關聯的表現基因。例如，

{cancer}⇒{gene A↑, gene B↓, gene C
↑}，代表在資料中挖掘(mined)出此一規
則，在檢驗出罹癌細胞中，A 基因為高度

表現(highly expressed)，B 基因為高度抑

制(highly repressed)，而 C 基因為高度表

現，此三個基因現象往往共同表現。 

然而，在於現實狀況中亦存在另一種

相當重要的關係。例如，gene set A 與 gene 
set B 的表現關聯性很高，gene set A 與 
gene set C的表現關聯性很高，但 gene set 
B與 gene set C 的表現關聯性卻很低，代

表 gene set A 與 gene set B 可能為某一細
胞環境下的生物反應中的參與基因，而

gene set A 與 gene set C 可能為另一細胞
環境下的生物反應中的參與基因，代表 
gene set A 為兩種不同生物反應中的必要

因素。若此兩種不同生物反應，代表是兩

種不同癌症的生物反應，那麼 gene set A 
可能就是不同癌症中的相同的因素基因。

對於不同疾病之間的關聯性研究，將會有

極大的重要性。本研究主要是應用間接關

聯規則(Indirect Association Rule)[19][20]
來挖掘出此一現象的基因，並以  Gene 
Ontology [22][23]來驗證其關聯性的正確

性。 

本研究的章節安排如下。下一節將對

本研究相關的文獻進行探討。第三節將說

明本研究所提出的方法架構。第四節為實

驗結果。最後並在第五節為本研究做結論。  

二、文獻探討 

2.1生物資訊學上的相關研究 

過去 R. Chen 等學者曾經將組織
(tissue) 中的基因相關資訊用於尋找轉錄

因子(transcription factors)跟基因表現值之
間的關係[7]，他們將每一個組織的跟一群
轉錄因子作結合，再把轉錄因子對應到特

定的基因表現值上面，並且將每一個組織

的反應看成一筆交易(transaction)資料，經

由轉換後的資料使用關聯規則來找出轉錄

因子跟目標基因表現值之間的關聯性。

Creighton[8]等人利用關聯規則於其研

究，整個流程可以分成兩個步驟，首先將

基因表現值資料分類，再對分類完畢的實

驗使用關聯規則；分類的部分將基因表現

值分為已超過 0.2 表示成表現狀態

(up-regulated)跟小於-0.2 表示為抑制狀態

(down- regulated)，然後再使用關聯規則找

出它們之間的關聯性；找出來的規則如： 

Ga↑→Gb↓ 

該規則顯示當基因 Ga 為表現狀態的

時候，Gb 基因將會被抑制。 

而 Kotala 學者等人[11]，利用 Peano 
Count Tree (P-Tree)，套用編碼的方式，找
出類似“{G1,...,Gn}→Gm” 的規則，表示一
群基因{G1,...,Gn}跟 Gm 之間的表現有一
定程度的關聯性。 

其他的研究，例如使用分群方式[9][17]
區分基因之間屬於哪一個群組，或者分類

[3]的方式，去區分某個基因可能是屬於某
個家族，皆為之前相關的研究。 

2.2關聯規則 

關聯規則是於 1993 年，首先由 IBM 

                                                                             2



研究員 Agrawal 所提出的演算法[1][2]，
原本是用於分析龐大的資料庫裡面的交易

資料，試圖發覺其中有隱含的模式

(pattern)，並且進一步找到相關的規則。這
個方法，一開始被應用於商業銷售的資料

分析，來調整商業的銷售的策略。例如，

使用者在買個人電腦，同時會有 70%的機
會同時購買印表機，這樣個人電腦的廠商

跟印表機的廠商就可以應用一些搭售的促

銷策略來增加銷售量跟市場佔有率。 

在由 Agrawal[1][2]跟他的團隊提出的
Apiroi 演算法。主要觀念是我們擁有一個

資 料 庫 D 跟 項 目 集 合 (Itemset) 
I={I1,...,In}，項目集合代表每個可能出現在
資料庫的項目，一個資料庫 D 由一群交易

T={T1,...,Tm}組成，每個 Ti 都是項目集合

的子集合。經由 Apriori 演算法找出的關
聯規則，其表示法為 A→B，其中 A⊆ I，

B I 且 A∩B =⊆ φ，其中 A 稱為規則的
LHS (Left Hand Side)，B 稱為規則的 RHS 
(Right Hand Side)；而在關聯規則中有兩個

評估關聯規則的指標，用以表示 A 跟 B 
之間的關係強度，分別是支持度(support)
跟信心度(confidence)；支持度的定義是

Support(AB) = P(AB) = |AB|/m，表示 AB 
集合在整個資料庫中出現的比例，信心度

的定義則是 Confidence(AB) = P(B|A) = 
|AB|/|A|，表示在出現 A 集合的前提下出
現 AB 集合的機率，表示整個規則的強

度。 

利用上面兩個評估準則，Apriori 演算
法定義了兩個門檻(threshold)，分別是最小
支持度(minimum support)跟最小信心度

(minimum confidence)；所有找出來的關聯

規則必須同時大於最小支持度跟最小信心

度。 

Aprior 演算法，利用了一個數學原

則，改善原本以暴力法來組合所有可能集

合的效率不彰的問題。此一重要的規則

是：一個大項目集合(Large Itemset)的子集
合亦必然是大項目集合。因此 Agrawal 等

人利用該規則反覆進行產生準大項目集合

(Candidate Large Itemset)之產生跟裁減
(pruning)行為，裁減準大項目集合成為大
項目集合，以減少不必要的組合；整個演

算法就是重複產生大項目集合跟準大項目

集合，再做裁減行為的步驟。演算法如下： 

Algorithm Apriori 
1. L1={Large-1-itemsets} 
2. for(k=2;Lk-1≠φ ;k++) do begin 
3.  Ck=apriori-gen(Lk-1) 
4.  for all transactions t∈D do begin 
5.   Ct=subset(Ck,t) 
6.   forall candidates c∈Ct do 
7.   c.count++ 
8.  end 
9.  Lk={c∈Ck | c.count≧minsup} 
10. end 
11. Answer=Uk Lk 

Apriori 演算法大致上可以分成下的步
驟： 

1. 從頭到尾掃描資料庫 D 一次，選出
支持度大於最小支持度的項目，我們

稱之為大項目1 的項目集合，其中1 
表示此項目集合的長度。掃描結果為

所有長度為1大項目集合的集合，我
們稱之為 L1。 

2. 根據大項目集合 Lk-1 使用priori-gen 
函式產生準大項目集合Ck。 

3. 利用subset 函式讀取資料庫 D 以
計算 Ck 裡各準項目集合的支持度。 

4. 挑選 Ck 裡面支持度大於最小支持

度的項目集合，成為長度 k 的大項
目集合 Lk。 

5. k 加 1，然後再重複 2 到 4 的步驟，
直到無法找出準大項目集合為止。 

最後，Apriori 會產生出各種長度的大

項目集合，支持度皆大於使用者所定義的

最小支持度。接下來，便是用最小信心度

來探勘關聯規則，對每一個大項目集合 
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L，找出所有可能的子集合 A，則規則可
以表示成： 

A→（L – A） 

其信心度為 P（L|A），即為在 A 出
現的情況下，L 出現的機率，亦即將 L的
支持度除以 A 的支持度。然後挑選出所有

信心度大於最小信心度的規則，就是最後

的關聯規則探勘結果。 

Apriori 裡 有 兩 個 重 要 的 函 式

apriori-gen 和 subset，這兩個函式是各

Apriorilike 演算法都會利用到的程序，分

別用於產生可能的準大項目集合跟計算每

個項目集合的支持度，包括本論文都有延

伸利用到，因此我們將介紹這兩個函式： 

apriori-gen 
1. insert into Ck 
2. select p.item1, p.item2, …, p.itemk-1, 

q.itemk-1 
3. from Lk-1 p, Lk-1 q 
4. where p.item1=q.item1, …,  

p.itemk-2=q.itemk-2,  
p.itemk-1<q.itemk-1 

    此函式的主要功能是用來產生可能的

大項目集合，它利用 Lk-1 來產生長度為 k 
的項目集合 Ck，也就是候選項目集合。 

Subset 
1. Subset_collection=φ  
2. For each c in Ck 

3.  If c is subset of t 
4. Subset_collection= 

Subset_collection∪c 
5. Return Subset_collection 

Subset 以 apriori-gen 產生的準大項
目集合，必須再以 Subset 函式計算其內各
項目集合的支持度，才能產生出大項目集

合。Subset 會取用兩個參數—準大項目集

合Ck 以及一筆交易紀錄 t。然後 Subset 會
找出在 t 裡面，含有 Ck 裡的項目集合的集

合 Ct。於是我們就可以將 Ct 裡的項目集
合的支持度計數加 1，表示 Ct 的項目集合
出現次數增加一次。因此，每一次 Ck 產
生之後，Apriori 必須掃描一次資料庫，將

每筆交易紀錄 t 送入 Subset 計算Ck 的支
持度。 

2.3 負關聯規則 

負關聯規則(Negative association rules) 
[6] 為 Brin 等人在延伸關聯規則的架構

下首先提出的觀點，而後續亦有相關的研

究發展出挖掘負關聯規則的方法[18, 22, 
26]。而所謂的負關聯規則是用來找尋出共

同發生頻率極低的項目集合。若是負關聯

規則存在項目集合 X 與 Y 之間，則可表
示成 YX →  或 XY → ，代表 X 與 Y 
極少共同發生在同一筆交易中。 

在[16]的研究中提出，若用直覺性的

方法(naive approach)來從包含大量資料的

資料庫中挖掘負關聯規則，則往往會挖掘

出極大量使用者不感興趣的規則。故在此

篇先前的研究中，該作者應用先前的關聯

規則與專業的背景知識(domain knowledge)
來限制挖掘的方向，以得到較少但使用者

真正感興趣的負關聯規則。 

 而在[21]中提出了一個架構能夠同時

挖掘出關聯規則與使用者較感興趣的負關

聯規則，而且對於所處理的資料不需要專

業的背景知識，且能更具體的表達出實際

上在不同項目集合之間的關係。雖然在此

架構下能夠同時挖掘出關聯規則與使用者

感興趣的負關聯規則，但在空間使用的需

求上仍然非常巨大。另一個問題是，所找

出來的負關聯規則在實際應用上仍然過

多、不便於使用。 

2.4 間接關聯規則 

間接關聯規則與負關聯規則有相當密

切的關係，兩者皆用來挖掘出項目集合間
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沒有足夠高支持度的關係。而間接關聯規

則提供了一個更有效率的方法來挖掘使用

者感興趣的負關聯規則，不需要使用負項

目(negative items)或專業的背景知識，只需

從“被期待為高頻率出現＂的項目集合當

中，探索出“非高頻率項目對＂(infrequent 
itempairs)即可。 

一對項目對 {x, y} 若是透過一個中
介 (mediator) M 形成間接關連規則，則必

需滿足以下條件： 

1. Support({x, y})<ts 
(Itempair Support Condition) 

2. 存在一個非空集合 M： 
(a) Support({x}∪M)≥tf , 

Support({y}∪M)≥tf 
(Mediator Support Condition) 

(b) Dependence({x}, M)≥td, 
Dependence({y}, M)≥td 

(Mediator Dependence Condition) 

門檻(threshold) ts 為項目對支持門檻
(itempair support threshold)，tf 為中介支持

門檻(mediator support threshold)，而 td 為

中 介 信 頼 門 檻 (mediator dependence 
threshold)。在實際應用當中，tf ≥ ts。 

在此篇研究當中以 <X, Y | M> 來表
示  X 與  Y 透過  M 形成間接關聯規

則。而用 IS 測量(IS measure) [18]來衡量

信賴度(dependence)。在條件 2(b)中，集合
X與Y分別與集合M 用 IS 測量計算其信

賴度。 

2.5 Gene Ontology 

隨著後基因體(post-genome)時代的來

臨，以及愈來愈多的基因體資料產生出

來，生物學家們急需要一個工具，可以很

有系統性的去查詢、整合基因的資料、產

物及基因所具有的功能，在這種需求下，

Gene Ontology [22][23]就因此被創造出

來，至今已經整合非常多包括植物和動物

的基因資料庫，而它又可以分為三個大

類 ， 包 含 分 子 功 能 (MF: Molecular 
Function)、生物反應過程(BP: Biological 
Process) 以 及 細 胞 位 置 (CC: Cellular 
Component)。 

MF 的用途為以分子的角度，描述基

因的產物的活動，例如催化 (catalytic 
activity)或轉錄調控(transcription regulator 
activity)等，BP 是由一個或是多MF 來完
成，有時很難去分辨MF 和 BP 的不同，

不過 BP 所描述的動作必定是包含一個以
上的步驟，不像MF 只描述單一的生化活
動，而 BP 不等於 pathway，它沒有描述
pathway 裡複雜的關係，CC 的用以表示
細胞的某個部份或位置，描述基因在細胞

的那個位置發揮它的功能。這些分支都是

由 GO term 所構成，而在 GO 上每一個節
點皆代表一 GO term，而這些 GO term 是
有結構性的，在愈高層的 term 所代表的
意義愈廣泛，而愈低層 term 的意義愈狹
隘，而生物學家可以用利用 GO 所提供的
功能來查詢不同階層的 term。如圖 1 所示,
我們可以去尋找在 BP 下所有的基因功
能，或是單獨只查詢功能為 biological 
regulation 的基因也可以。 

GO term 是以 Direct Acyclic Graph 
(DAG) 的架構所組合而成，而在 GO 中
是用“is-a＂和“part-of＂的兩種關係來

連接 term 和 term 之間的關係。如圖 2 所
示，例如：cellular process“is-a＂child of 
biological process，或 regulation cellular 
process is“part of＂cellular process，而其
與樹不一樣的地方為一個 term 節點可以
有許多的父節點，而在 GO 中大約有 98% 
的“is-a＂關係和 2%的“part-of＂的關
係。 

三、研究方法 

3.1應用間接關聯規則於基因表答資料 
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以購物籃分析(market basket analysis)
為背景，一筆的基因表答資料可視同為一

筆交易資料，而每一個表現值可視為是一

個項目。然而在購物籃分析中，任何一個

項目在任一筆交易資料中，就僅是被購買

或沒被購買兩者其中之一。然而在基因表

答資料中，每一個基因皆被付予一個數

值，代表此基因在相對應的條件下的表現

值。所以在應用間接關聯規則於基因表答

資料中，首先就必需先將每個基因的表現

值對映到 up (高度表現), down (高度抑

制), 或者 normal (兩者皆非)。但在利用基

因表現資料來討論基因之間的交互作用，

往往只聚焦在討論高度表現與高度抑制的

部份，因為只有這兩者在基因之間交互作

用中有真正的參與作用。所以在基因表答

資料當中，任何一個基因都可以對映成兩

個項目(up 與 down)於交易型態資料中，

如圖 3所示。 

 

 
圖 1. Gene Ontology 的架構 

 
圖 2. Gene Ontology“is-a＂和“part-of＂的示意圖 
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將基因分為  up 或  down 的項目
後，在某一實驗條件下(可視為購物籃分析
中的一筆交易資料)，基因表現可敍述相關
聯的基因在細胞環境下的交互作用。例

如，如果用基因表現資料來做疾病的觀

察，間接關聯規則 < gene B↓, gene C↑ | 
gene A↑> 代表，如果 gene A 的表現為 
up 而 gene B 的表現為 down，則可能為
某一疾病的基因表現，如果 gene A的表現
為 up 而 gene C 的表現為 up，則可能為
另一疾病的基因表現，並且 gene A 可能
為此兩疾病的致病因素或參與了此兩疾病

的作用，可作為醫生診療的參考，或相關

基因作用的研究依據。 

 
圖 3. 基因表現資料對映成交易型態資料

的示意圖 

3.2挖掘間接關聯規則於基因表答資料 

表1 間接關連規則演算法 

 

在先前的研究[19]與[20]中，提出了從

項目對中挖掘間接關連規則演算法如表1

所示。此演算法可分為兩階段。於第一階

段，利用 Apriori 演算法產生所有的大項
目集合。第二階段，再利用大項目集合Lk 
產生k+1階段候選準間接關聯規則。若符

合 間 接 關 聯 規 則 的 Itempair Support 
Condition、Mediator Support Condition以及
Mediator Dependence Condition則可成為
k+1階段間接關聯規則。 

 

3.3 GO Term 之權重值計算 

在第 2.5節時，有去說明 GO 的整個
架構，而 GO 是一圖形結構，在 GO 上的
每一個節點皆是代表一 GO term，而兩個

term 之間是用一條邊(edge)來相連。所以

有關計算在 GO中 term 跟 term 之間計算
相似度的方法，最直覺的方法就是去計算

這兩個 term 在 GO 上的節點距離，或是

再加上這兩個 term 在 GO 中的深度來做

為相似度的計算。但是一般這樣子會皆把

距離的單位都視為是相同的，也就是在

GO 上任意兩個 term 只要它們在 GO 上
的節點距離是一樣的，則它們都會有相同

的相似度。但是這樣子的做法，完全沒有

去考慮到所經過節點的重要性，即使是把

深度加進去考慮也沒有辨法解決這個問

題。 

所以為了要讓相似度的計算結果更加

的準確，我們在進行相似度計算之前，會

先對於每個不同的 GO Term 給予不同的

權值(weight)，這是因為不同的 GO Term 
其重要的程度也會不一樣。例如當我們在

註解“transmembrane receptor”時，要比註
解“receptor”有更準確的生物意義，因為

“transmembrane receptor”是在“receptor”
下的更詳細的註解，在考慮了 GO Term 的
權值後可以讓計算出來的相似度更加的準

確。而在本論文中，是採用 Resink et al.,[15]
所 提 出 的 在 “ is-a” 架 構 下 ， 使 用
Information Content 方法來計算相似度，

將會比使用傳統上兩個節點間的距離來計
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算相似度更加來的精確。 

所以我們使用 Information Content 方
法來代表每個 GO term 的權重值，而我們
在這裡是去計算在 GO 裡面所有的 term 
的權重值，使用 Information Content 的方
法來計算權重值的時候，愈常來被註解的

GO term 其重要性和權重值愈低，而較不

常用來被註解的 GO term 則其重要性和
權重值愈高。當一個 GO term 被用來註解

一個基因之後，這個 GO term 的註解個數

會加一，並且在這個 GO term 上層的所有
父節點的 GO terms 的頻率也會累加一。

如圖 4、5所示。 

 
圖 4. 各 GO Term 用來被註解的次數 

 
圖 5. 各 GO Term 累加後的次數 

得到各 GO term 之註解個數之後，將

註解個數轉換成機率，而每一個 term 的
機率值，我們以 p(t)來表示，在此我們將
GO 裡 的 “ Molecular Function” 、
“ Biological Process” 和 “ Cellular 
Component”分開處理，而計算每個 GO 
term 的機率值的分母為註解此 GO Term 
所在的類別的總頻率。如 BP，而分子為註
解 GO term 的頻率，例如假設“biological 
process”被用來註解的頻率為 16，若“cell 
growth”被用來註解的頻率為 5，則“cell 
growth”被用來註解的機率為 0.3125，圖 6 
顯示圖 5 的例子計算後的結果。 

 
圖 6. 計算後各 GO Term 之機率 

得到各GO Term 之機率p(t)將其代入
公式(1)，經過轉換後即可到各 GO Term 
之權重值。 

))(ln()( tptw −=   (1) 

3.4 基因語意相似度計算 

在本論文中，我們假設每一個基因至

少都會有一個或一個以上的 term 來註解
此基因，若要去計算不同基因之間的兩個

term 的在 GO 上的語意相似度時，我們

使用 Information Content 的方法去做交叉
比對，如圖 7 所示，假設 g1 分別被 t1、t2 
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和 t3所註解，而 g2 分別被 t4、t5 和 t6 所
註解，要計算 t1 和 t4 在 GO 上的語意相
似度，則分別找出這兩個 term 的所有共
同父節點(share parents)出來。如圖 8 所
示，然後再去比較找出來的這些父節點的

權值的大小，將具有最大權值的父節點來

當作此兩個 term的語意相似值。 

))(max(),( __ twttsim ijofparentji =  (2) 

 
圖 7. 不同註解的 GO Term 交叉比對 

 
圖 8. t1與 t2之所有共同父節點的機率值 

其中假設 g1 與 g2 分別被 C1={ti}, 
i=0,...,m 和 C2 ={tj}, j=0,...,n，這兩個 term 
sets 所註解，而 C1 和 C2 的 term 的個數

分別為 m 和 n 個，而以圖 8 為例的話，

t1 和 t4 的所有共同父節點為 t7、t8 和 t9，

所以其在 GO 上的語意相似度分別為: 

)500ln())2ln(),18ln(),500max(ln(
))2.0ln(),18.0ln(),05.0ln(max(

))(),(),(max(),( 98741

==
−−−=

= twtwtwttsim
 

而其最大值為 ln(500)，所以 t1 和 t4 在 GO 
上的語意相似度為 ln(500)。而接著在去計
算 t1 和 t5、t1 和 t6…等兩兩交集的結果，

若要計算 g1和 g2這兩個基因在 GO 上的
語意相似強度，將分別註解 g1與 g2 terms 
經由兩兩配對計算出來的最大值來當作兩

個基因在 GO上的語意相似度。 

四、實驗結果 

這一章節，我們對於一些會影響我們

演算法的變數做一些探討，另外對於所找

出來的規則，會利用 Information Content 
計算其在 GO上的關聯性，是否與間接關

聯規則的概念一致，做初步的驗證工作。 

我們實驗的資料來自於和[8]相同的
酵母菌的資料，主要是用了 300種藥物對
於酵母菌做測試。而有關這些酵母菌基因

的 註 解 資 料 是 由 Gene Ontology
（http://www.geneontology.org/）的網站下
載而來。 

本階段的實驗，無論是項目對或是中

介皆為單一基因。而於挖掘間接關聯規則

的第一階段，利用 Apriori 演算法產生所
有的大項目集合，其支持門檻設為 0.1，這
個相同於[8]中所使用的標準。然後再觀
察，在不同項目對支持門檻與中介信頼門

檻下，所得的規則數及相對應在 GO關聯

性上的變化。 

從表 2中我們可以看的出來，在中介

支持門檻設為 0.1的狀況下(因為大項目集
合支持門檻設為 0.1)，中介信賴度因必需

高於門檻值，故門檻值設越大，則所得的

規則數目相對就越少，而項目對支持度因

必需低於門檻值，故門檻值設越小，則所

得的規則數目相對就越少。所產生的規則

數目，符合間接關聯規則的概念。 

表 3 代表的是不同中介信賴門檻與

項目對支持門檻下，所產生間接關聯規
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則，其在 GO的 MF分支下，相關的關聯

性 強 度 。 每 一 組 門 檻 值 會 有 兩 組

Information Content分數，上方為項目對各

別與中介的 Information Content的平均分
數，下方為項目對的 Information Content
分數。例如，在中介信賴門檻設為 0.60時
而項目對支持門檻設為 0.100 時，項目對

各別與中介的 Information Content的平均
分數為 0.9798，項目對的 Information 
Content分數為 0.8939，代表在這組門檻參

數下，項目對之間在 GO 上的關聯性強

度，小於項目對各別與中介在 GO上的關
聯性強度的平均，這與間接關聯規則的概

念是一致的。 

 
表 2. 不同門檻值下所產生間接關聯規則的數目 

 

表 3. 不同門檻值下所產生間接關聯規則，在 GO的MF分支下，相關的關聯性強度；

每一組門檻值會有兩組 Information Content分數，上方為項目對各別與中介的

Information Content的平均分數，下方為項目對的 Information Content分數。 

 

若 某 些 組 門 檻 參 數 下 所 得 的

Information Content 分數與間接關聯法則

的概念不一致，違反了項目對各別與中介

的 Information Content的平均分數必需大
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於項目對的 Information Content 分數原

則，在表 3中我們將以斜體的字體標示其
Information Content 分數 ,並以灰色底凸
顯。而這些大致是發生在中介信賴門檻設

定過高，導致所挖掘出來的規則於項目對

支持度相對較高，其間接關聯的意義較

弱。或是發生在項目對支持門檻設定過

低，導致所挖掘出來的規則於中介信賴度

相對較低，其間接關聯的意義較弱。在一

般狀況下所找出來的間接關聯規則，在

GO 上的 MF 分支，皆能驗證其關聯性符

合間接關聯規則概念。 

因為 BP 所描述的動作必定是包含一
個以上的步驟，不像 MF只描述單一的生
化活動，故其代表的生化活動是較為廣泛

的，故並不適合用於驗證間接關聯規則。

而基因於 CC的 GO Term由於註解過少，
參考的訊息不足，故亦不適合用於驗證間

接關聯規則。故在利用 GO 做驗證的部
份，僅採用MF分支驗證關聯性強度。 

五、結論 

本論文應用了 KDD 當中的間接關聯

規則演算法來挖掘基因表現資料。此演算

法結合了關聯規則，型成了一個更結構化

的關聯性架構，能夠同時挖掘出關聯規則

與使用者感興趣的負關聯規則。而於實驗

中，我們運用的酵母菌的資料，主要是用

了 300 種藥物對於酵母菌做測試，我們以
此資料研究在不同藥物測試下基因表現的

關聯性，再以 GO 架構下的 Information 
Content強度，來驗證所找出來的間接關聯

規則的正確性。實驗結果，利用間接關聯

規則應用於基因表現資料上，所找出來的

規則符合在 GO上基因之間的關聯性。所

以，本論文所提出的方法架構，有助於在

不同生物反應下找尋共同的關聯性研究。 

在未來的研究中，我們更期望以具體

的生物反應功能上的分類研究，提出更具

體的驗證，來進一步證明方法架構的正確

性及實用性。雖然本論文所提出的方法架

構可以發現生物反應上的關係，但生物上

面基因的關係往往是非常複雜的模式，在

此方面本論文即可當作一個起始點，藉由

探討這樣的關係，可以進一步研究更複雜

的生物反應關係。 
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